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科技情报数据与日俱增，呈现海量、多源、异构的特性。针对上述特点，知识图谱能较深入地

分析科技情报，实现对科技情报对象的感知和刻画。科技情报对象关系的抽取是知识图谱构建的关键

步骤。本文在总结分析现有关系抽取技术和传统神经网络模型的基础上，提出一种基于长短期记忆神

经网络和卷积神经网络深度机器学习的关系抽取技术，并通过实验证明其具有较好的性能，与其他运

用神经网络的关系抽取技术相比，该技术的准确率、召回率和Ｆ值均有提高，运用该技术有利于增强

对科技情报对象关系的感知刻画能力。
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1  引言

随着科技情报数据逐渐呈现海量、多源、

异构的特性，传统的情报分析方法在明确学科

群发展规律、展示情报对象结构关系、探索新

兴领域方向等方面面临严峻压力，因此，情报

学者尝试将知识图谱用于科技情报分析，在数

据融合基础上实现对科技情报对象关系的感知

和刻画，以期有效解决分析任务压力问题。

王伟军等人从课题研究领域、技术支持、

专家建议预见和相关成果扩散等方面详细阐

述和论证了知识图谱在情报分析应用的可行性

和必要性[1]。李慧贞借助知识图谱从微观、中

观、宏观三个角度分析了学科结构和演化[2]。

田恬提出一种基于CiteSpace的知识图谱计量

分析方法，深入分析了知识的结构和特征[3]。

王海燕等人利用知识图谱将科技文献转变为可

视化图像，挖掘出某一科学领域的知识演变过

The growing scientific and technical intelligence object data presented the characteristics of 

massive, multi-sourced and heterogeneous. For the above characteristics, knowledge graph can deeply 

analyze the scientific and technical intelligence and realize the perception, portrayal and merging of 

scientific and technical intelligence objects. Relation extraction of scientific and technical intelligence object 

is the key step in the construction of knowledge map. This paper proposes a relation extraction technology 

based on the long short-term memory and convolutional neural network deep machine learning. The 

results of experiment indicate that the new method obtain better performances compared with other neural 

networks extracted from relation including the accuracy, recall rate and F value. This new technology can 

help to enhance the portrayal and integration of science and technology intelligence objects.
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Abstract

程[4]。焦晓静等人提出了知识图谱在科技情报

领域应用的具体节点[5]。王姣和孙林使用知识

图谱的技术总结分析了国内2005-2015年间情

报分析领域的研究现状，指出国内情报分析

呈现出研究多领域合作、系统性分析、处理

数据化、网络化监测、情报人员培训五大特

点 [6]。李雅等人使用聚类分析和高频关键词

分类排序等知识图谱方法分析了乙酰甲喹研

究生长点、趋势及其实验检测指标 [7]。徐珂

珂使用“专利-特征项”矩阵构建专利文献关键

技术的知识图谱框架[8]。张同同基于知识图谱

和关键词共现分析并揭示了科技情报研究机构

的科研发展现状[9]。

上述研究阐述并实现了知识图谱在科技情

报领域应用的可行性，但是均未对知识图谱构

建的关键步骤中关系抽取技术进行详细地说明

和研究。本文尝试总结并分析现有的关系抽取

技术，在这些研究基础上提出一种基于长短期

记忆神经网络和卷积神经网络深度机器学习的
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关系抽取技术，使用前向学习和反向学习的方

法并将文本信息用最短依存路径表示，以求更

好地理解记忆输入的内容。同时，为了提高训

练模型的可靠性，借助依存分析提取出文本主

要的语法结构。最后，通过实验证明本文提出

的关系抽取模型具有更好的识别能力和扩展性

能，并对未来科技情报对象关系抽取技术研究

提出展望。

2  国内外关系抽取研究现状

关系抽取的任务分为分类关系抽取和非分

类关系抽取。分类关系是指对象之间的层次关

系，可解释为一种“is-a”关系。Ann等人使用

CBC（clustering by Committee）的聚类方法将抽

取到的对象组织成层次结构[10]。非分类关系是

指除了分类关系之外的所有关系，是当前关系

抽取的研究重点。句法分析、依存分析等深层

自然语言处理技术较多应用在非分类关系的抽

取中。文献[11]和[12]采用关系三元组的形式，

通过识别出核心动词挖掘对象间关系。Quan 

Fang等人根据对象间的共现信息提出一种基于

规则映射的关系抽取方法 [13]。文献[14]和[15]

中，学者综合共现信息、字符串匹配信息、上

下文信息通过计算对象间的某种相似度值并根

据计算结果对其分配对应类型的关系。一些

研究针对特定关系进行抽取，比如文献[16]和

[17]中，学者首先构造了一些基于特定关系的

意图查询，然后将其提交给搜索引擎。搜索引

擎查询网页中具有对应关系的语料资源。查找

到的语料会根据网页中的html标记和意图查询

的格式进行过滤，并从中抽取候选的关系。最

后基于特定关系在自然语言表述中的特点和汉

语的构词规律，选出目标关系。Fanghuai Hu等

人提前对要抽取的关系进行预定义，利用词表

相似度、词性、共现信息、tf-idf等特征，通过

SVM、最大熵等分类器，为新的分类目标分配

对应的关系类型[18]。其本质是将关系的抽取任

务看作分类任务。

3  基于 LSTM 和 CNN 深度机器

学习的科技情报对象关系抽取技术 

上述关系抽取的方法主要基于自然语言处

理和机器学习技术，所以存在标注数据有限，

人工标注劳动力大，特征构建能力有限，隐含

关系挖掘不够等缺陷。随着深度学习的发展并

在图像处理领域已取得良好效果，相关研究开

始在自然语言处理领域进行探索。学者已在关

系分类的研究上取得了很好的成果。例如，文

献[19]和文献[20]分别使用递归神经网(recursive 

neural network，简称RNN)和卷积神经网络

（convolutional neural network，简称CNN）进

行关系分类的研究。传统的神经网络存在一些

缺陷，如需要通过大量的非线性变换，参数过

多，容易出现过拟合现象；层数不够，提取特

征信息不够全面；梯度消失等问题。针对传统

关系抽取方法以及传统神经网络模型的缺陷，

本文提出一种基于长短期记忆神经网络（long 

short-term memory，简称LSTM）和卷积神经网

络的模型的关系抽取方法。

3.1　整体网络结构

整体的网络结构如图1所示。

TECHNOLOGY CHOICE OF RELATION EXTRACTION OF SCIENTIFIC 
AND TECHNICAL OBJECTS
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图 1  网络结构

第一层为输入层，用于对文本进行依存

分析、分词等预处理，得到所需的词序列及

词汇表示特征；第二层为向量表示层，使用

word2vec训练的向量模型表示词汇；第三层

为循环神经网络，将处理好的语料输入LSTM 

单元进行训练；第四层为卷积神经网络，把

LSTM 单元的记忆输出按正向和反向的输出结

果通过卷积神经网络得到两个不同输入方向的

表示；之后对所得的表示进行向量级联；第五

层为池化层，使用最大池操作得到这条输入语

料的最终向量表示；第六层为输出层，使用集

成softmax函数计算出语料的预测类别。

3.2  数据预处理和词向量表示

数据预处理工具可以使用LTP-Cloud，对文

本进行分词、词性标注、依存分析等，并获得

最短依存路径、对象类别和语法关系。然后，

生成形如[w1,w2,……,wn]词序列，其中w的结构

表示为[Word,POS,NR,GR]。词向量Word使用

word2vec生成映射词表得到其向量表示。词性

标记POS是对词汇类别的粗粒度表示，如名词

noun，动词verb等。命名实体识别(Named Entity 

Recognition, 简称NER)是对词序列中的人名、

地名、机构名等实体进行定位和标记。NR用于

概括词汇实体的概念表述，对于非命名实体，

则采用零填充方法补齐维度进行表示。语法关

系CR是通过使用依存句法分析识别句子中的语

法成分，并据此分析出句法结构。 

3.3  双通道循环神经网络

传统的循环神经网络（recurrent neural 

networks，简称RNN）存在梯度消失、爆炸、

历史信息损失等问题。因此，Hochreiter等人提

出LSTM单元用于解决上述问题 [21]。LSTM实

质是一个自适应的门机制，能够决定记忆单元

保留上一级记忆状态和提取当前输入特征的程
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度。LSTM由以下四部分构成：输入门i，遗忘

门f，输出门o和记忆单元c，其结构如图2所示。

图 2  LSTM 单元

对于三个门的计算，下标t表示时间状态t时

的输入，其中依赖上一步隐层状态向量ht，当

前输入xt。

 it=σ(Wi · xt+Ui · ht–1+bi)         （公式1）

 ft=σ(Wf · xt+Uf · ht–1+bf)         （公式2）

 ot=σ(Wo · xt+Uo · ht–1+bo)       （公式3）

其中，特征向量的提取用gt计算。

 gt=tanh(Wg·xt+Ug·ht–1+bg)      （公式4）

当前记忆单元ct通过计算之前的单元信息

ct–1和候选内容gt得到，并且受输入门it和遗忘门

gt影响。

 [ ]1t t t t tc i g f c −= ⊗ + ⊗         （公式5）

此时，LSTM的输出值即为循环神经网络

的隐层状态ht，具体表示为：

  ( )tanht t th o c= ⊗             （公式6）

最短依存路径是由一些形如 abr
a bw w→ 的

依存单元子树结构组成。路径之间的词汇信息

位于关系发生时关键词根节点到左右两边实体

节点之间，包含文本表达的主要信息以及词汇

间的隐含信息，同时删除冗余的噪声信息。

在隐藏层中，本文使用双通道循环神经网

络，通过对正向词序列和反向词序列的训练，

更好的提取到文本的主要语义信息。每个通道

的LSTM单元的输出为词汇w的信息表示，其中

w为经word2vec训练后得到的形如(x0,x1,……,xn)的

词向量，词序列的顺序按照最短依存路径的左右

分支顺序。依存单元的输出为 [ ]b a bd h h= ⊗ ，其

中ha、hb为w的隐层计算结果。为了能最大限度

的挖掘出更多隐藏特征，使用保留每次记忆单

元的结果dab作为当前时刻的局部特征。并将局

部特征组合后的结果传递至卷积层进行训练。

3.4  卷积神经网络

CNN是由Yann LeCun和他的同事于1998

年提出[22]。相较于一般的神经网络，CNN在对

数据的操作上较为简单。不仅可以实现隐式的

特征提取，显式特征提取准确率也较高。由于

CNN的权值共享，减少了网络的训练参数，因

此降低了神经网络的复杂度，训练速度更快。

本文使用的CNN结构如图3所示。

图 3  CNN 模型结构

记忆单元的结果dab作为卷积神经网络的输

入，单个通道内的dab级联为该顺序文本特征信

息。特征矩阵的宽为LSTM输出的特征宽度，

长为文本顺序输入时的句子长度。通道的dab经

过卷积神经网络的计算得到局部特征Lab，单

通道的局部特征组合L可以理解为单向特征表

示。L的计算表示为：
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[ ]
1

l

ab nn
L L

=
= ∑

                （公式7）

其中，卷积计算Lab，Wcon是卷积层的权重

矩阵，bcon是其隐层中的偏置量，非线性激励函

数f选择tanh函数。

[ ]( )ab con a b conL f W h h b= ⋅ ⊗ +     （公式8）

3.5  最大池化

虽然通过卷积神经网络得到的特征可以用

于训练分类器，但是计算量巨大。为了解决这

个问题，采用最大池化的方法。最大池化可以

提高特征探测器的通用性，因为隐层的稀疏表

示被划为若干不重叠的子区域，并去除这些子

区域中的最大值。由于重构的过程中，隐式编

码使神经元的平均数量减少，所以弱化了隐层

单元或权重给予L的正则化条件。其过程如图4

所示。

图 4  池化示意图

首先确定池化区域的大小；然后，把获取

到的卷积特征划分成若干不相交的子区域；最

后，取每个区域的最大特征作为池化后的卷积

特征。本文的全局特征G为通道的依存单元计

算结果的组合，即 ( )
1

max 10
D

dd
G L

=
= 。若将池化窗

口尺寸设置为p，特征映射分隔成n个窗口，则

选取窗口内最佳匹配结果g=max(p0,p1,……,pn–1]

代表窗口的全局特征。 

3.6  集成分类器

输 出 层 采 用 集 成 s o f t m a x 回 归 对 关 系

进 行 预 测 分 类 ， 目 的 是 使 样 本 属 于 不 同 关

系 类 型 的 概 率 和 为 1 ， 该 集 成 分 类 器 是 基

于 子 空 间 的 ， 可 以 处 理 一 个 样 本 有 多 个

输入。给定训练数据X={X (1),X (2),……,X (K )}

和 对 应 关 系 类 别 标 签 { l 1 , l 2 , … … , l n} ， 其 中

( ) ( ) ( ) ( )}{ 1 2
1 2, ,......, kk mk

kX x x x R= ∈ 是训练数据的第k

个子空间。给定一个测试数据x={x(1),x(2),……, 

x(K)}，其中x(k)是x的第k个子空间。

集成softmax函数对样本x的分类结果如

下[23]：
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（公式9）

其中， ( )k
jθ 是第j类第k个特征子空间的参数。

4  实验结果分析

4.1  实验描述

本文所使用的语料为某专利公司计算机领

域的专利文献共10000篇，文献30000篇，科研

机构主页2000篇作为输入。预处理后，将9000

条作为训练语料。关系类型的定义参照ACE05
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的标准分为10种，具体关系标签如表1所示。

表 1　关系类别标签

Relation Labels

位于关系(Physical_Located)

相邻关系(Physical_Near)

社会关系(Person_Socical)

亲属关系(Person_Family)

层次关系(Part_Whole)

占有关系(Org-Aff_Ownership)

雇佣关系(Org-Aff_Employment)

成员关系(Org-Aff_Membership)

施事关系(Agent-Artifact)

其他关系(Others)

文本分别存储在不同类别的训练集中，

通过独热编码添加训练标签。通过softmax函

数计算出属于该文本的n维向量，n的取值为

关系类别的数量。向量取值范围为0~1之间，

即p∈[0,1]，p为此文本属于某类关系的概率，

选取p最大值作为其关系类别。实验所用的

词向量生成维度为300维，输入特征维度为

{300,50,50,50}，卷积维度为100维，隐层单元

数量为300，l2惩罚权重系数为10–5。为避免过拟

合，使用dropout策略，比率为0.3，学习效率为

0.002。实验经过600轮训练，进行10折交叉验

证，采用正确率（P）、召回率（R）、F值作

为性能评价指标。

4.2  实验分析

相较于传统CNN、Bi-LSTM模型，根据评

价指标对比了每种关系的抽取效果和整体抽取

效果分别如图5、6、7和表2所示。

图 5  关系抽取准确率比较

从上述图表中，可以看出本文提出的抽取

方法仅在某一或两种关系的抽取效果上表现欠

佳，对于绝大多种关系抽取的准确率、召回率

和F值均有提升。对比可以看出，本文提出的方

法对于Part_Whole和Person_Socical这两种关系

在准确率、召回率和F值上都明显高于其他种类

关系。通过分析语料发现，这两种关系在实体

标注和依存分析方面具有较鲜明特点，所以特

征更加准确可靠。而且在关系出现的节点上，

具有高频词汇。表2计算了关系抽取的整体平均

效果，证明了本文提出的方法总体上达到了预

期效果。
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图 6  关系抽取召回率比较

图 7  关系抽取 F 值比较

表 2  关系抽取实验结果对比

模型     特征集 准确率 召回率 F值

CNN [SPT+pos+ner+gr]     81.3     77.9     80.2

Bi-LSTM [SPT+pos+ner+gr]     80.5     76.5     79.0

本文方法 [SPT+pos+ner+gr]     85.4     81.1      83.1

5  总结与展望

科技情报数据海量、多源、异构的特点导

致情报分析的方式从信息获取存储管理、分

类、索引、检索、聚类、人机交互技术这种传

统方式向知识抽取、知识图谱等情报分析过程

转变。相关学者为了实现对于科技情报对象的

感知、刻画和融合，开始将知识图谱技术融入

科技情报分析领域，而科技情报对象关系抽取

作为知识图谱构建的关键步骤，将被越来越多

的学者关注。本文针对目前知识图谱与科技情

报领域相结合的研究现状以及现有的关系抽取
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方法的缺陷，提出了一种基于LSTM和CNN的

科技情报对象关系抽取技术，并通过实验证明

了该方法的性能优越性。但是，还存在一些不

足之处。本文仅对预定义的关系进行抽取，并

未对开放式关系进行研究。目前，在开放式关

系抽取研究上，还存在消歧问题。开放式关系

的抽取主要基于核心动词的提取，由于中文文

本的特殊性，存在一词多义的现象。这使得一

个核心动词具有多种语义，造成了根据某一动

词确定的关系会出现语义上的不确定性，导致

关系识别的错误。因此，在未来的科技情报对

象关系抽取研究中，应更多注重非分类关系抽

取和关系消歧问题，进一步提高关系抽取的多

样性和准确性。
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