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随着中国售电市场的逐渐开放，大型垄断型电力企业也要加入到激烈的市场竞争中，对用电客

户的价值评价逐渐成为电力企业工作的重点。本文结合半监督的机器学习算法，提出基于电力业务行

为预测的用电客户价值评价模型，将价值评价问题转化为分类问题。借助随机森林和半监督随机森林

算法构建预测模型，对与价值强相关的电力业务行为进行准确预测，降低类不平衡问题对预测模型的

影响，为用电客户价值评价提供了一个新思路。
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With the gradual opening up of Chinese electricity market, large-scale monopoly power 

enterprises are forced to join in the fierce competition. The evaluation of electricity users becomes more 

and more important. This paper proposes an evaluation model based on electric business behaviors using 

semi-supervised machine learning algorithms, and changes the evaluation problems to classification 

problems. By building predict models using random forest and semi-random forest algorithm, it can 

decrease the influence of class imbalance problems and give an accurate prediction of user business 

behaviors, which may provide a new method to evaluate the electricity user value.

Keywords：Value evaluation; electric power; behavior prediction; generative adversarial network; semi-

supervised random forest

Abstract

1　引言

用电客户的价值评价是当前电力企业工作

的关注重点[1-2]，相关专家学者对用电客户的评

价模型研究主要集中在：1）基于不同用电客户

价值定义的价值评价指标体系研究[3]；2）基于

海量用电客户数据的用电客户价值挖掘。近期

机器学习的广泛应用，推动了基于海量数据的

用电客户价值评价建模的研究与发展[4-5]。机器

学习在价值评价建模中的研究包括：1）基于聚

类算法的用电客户价值划分。此类研究通过K

均值（K-means）及其改进的聚类算法对用电客

户的月用电量、欠费次数、违约用电次数、功

率系数、峰谷用电占比等指标进行聚类划分，

通过对聚类结果的业务分析得到用电客户的价

值评价[6-9]。2）基于分类算法的用电客户价值

预测。此类研究采用专家评分法、主成分分析

法、层次分析法(Analytic Hierarchy Process，

AHP)等不同的价值评价指标体系，对部分用电

客户进行价值区分，并以之为目标变量，采用

有监督的分类算法构建分类模型，对剩余的用

电客户的价值进行分类[3,10-13]。

然而，目前用电客户价值评价建模中存在

针对高维度特征指标赋权误差大，随着数据维

度及层级的增加，模型构建和扩展难度随之增

大的问题，且考虑潜在高价值用电客户发生欠

费、违约行为可能性的评价模型较少。针对上

述问题，本文提出一种基于半监督学习的用电

客户价值评价模型，该模型将价值评价问题转

化为分类问题，通过机器学习算法对与价值强

相关的电力业务行为进行预测，较好地避免了

多层级、多指标的评价体系赋权问题，进而提

高了模型的客观性。此外，根据用电客户的业

务行为来计算价值评分，可更加直接地反映出

用电客户主体与客户价值间的关联关系。

2　基于电力业务行为的用电客户

价值评价模型

电力营销数据可以分为两类重要数据，静

态属性数据和动态行为数据。静态属性数据为
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电力用户较为稳定的信息，如，电压等级、用

电规模、行业等，一般相对稳定。动态行为数

据，即，用户不断变化的行为信息，例如，增

容容量大小、违约行为类型、缴费金额等。静

态属性数据主要描述用电客户的属性特征，而

动态行为数据则描述了用电客户的各种电力业

务行为。经前期调研发现，电力行业数据可被

抽象为多个业务行为，每个业务行为都是高内

聚、低耦合的特征指标。

本文根据冀北电力公司真实的营销数据，

将其抽象为变损用电、线损用电、违约用电、

投诉、用电检查、窃电等业务行为。这些业

务行为按照是否定期发生可分为“定期业务行

为”(如：“普通用电行为”、“缴费行为”等几乎

每个月都会定期发生的行为)和“非定期业务行

为”(如：“欠费行为”、“预付行为”等)，如图1所

示。传统的用电客户价值评价模型使用“发展潜

力”、“信用度”、“忠诚度”等来评价用电客户的

潜在价值，预测用电客户未来违约、欠费、由

于经营不善用电量下降的可能性，实际上就是

根据用电客户具体的电力业务行为来评价其价

值。

电力业务行为变损用电行为

线损用电行为

无功用电行为 平谷用电行为

尖峰用电行为

减容行为

增容行为 欠费行为

违约用电行为

……

图 1　电力业务行为

表 1　电力业务行为预测模型的目标变量及其划分方式

模型 模型目标定义 划分方式

预付能力 半年内用电客户预付金额占比 聚类

用电需求 用电客户月平均用电量 聚类

欠费风险 半年内用电客户的欠费金额 聚类

安全风险 半年内用电客户出现安全隐患的次数 “是”或“否”

欺诈风险 半年内用电客户出现违约用电的次数 “是”或“否”

增容趋势 半年内用电客户是否会增容 “是”或“否”

减容趋势 半年内用电客户是否会减容 “是”或“否”

销户风险 半年内用电客户是否会销户 “是”或“否”

本文提出一种基于电力业务行为的构建价

值评价指标体系，通过构建机器学习预测模型

来预测用电客户的预付能力、用电需求、欠费

风险、欺诈风险、增容趋势、减容趋势、销户

风险。以电力营销数据的统计分析为依据，结

合电力通用业务，将预测模型的目标变量进行
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划分，如表1所示。

如图2所示，为有效提升评价结果的精确

度，基于电力业务行为的用电客户价值评价

模型根据上述目标变量的划分，综合考虑预

付能力、用电需求、欠费风险、安全风险、

诈骗风险、增容趋势、减容趋势、销户风险

八个子预测模型的评价结果，最终形成用电

客户的总体评价。其中，每个预测结果的价

值评分可从预测结果为电力企业带来的营收

贡献和运营成本来衡量，而营收贡献和运营

成本则可由电力企业的财务报表获得，进而

得到每个子预测模型对用电客户的预测结果

评分，最终对其进行求和得到用电客户的价

值评分。

价值评分

大数据

数据特征

价值高价值低

预付能力模型 用电需求模型 欠费风险模型 安全风险模型

欺诈风险模型 增容趋势模型 减容趋势模型 销户风险模型

F1 F2 F3 ……

图 2　基于电力业务行为的用电客户价值评价模型

3  结合数据筛选的半监督随机森林

算法

预测模型的准确率是上述价值评价模型的

关键。电力行业数据存在明显的类别、数据不

平衡问题，某些类别的用户群数量非常少。传

统的分类算法在此类问题下，泛化能力较差，

而随机森林算法作为一种集成方法，在处理高

维度数据和对抗噪声干扰方面表现良好，且具
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有很强的泛化能力。本文采用无标记样本生成

及获取与半监督的随机森林算法相结合[14]，来

构建电力业务行为预测模型。

3.1　无标记样本的生成和获取

对抗生成网络 (Genera t ive  Adversar ia l 

Network，GAN)是当前机器学习领域的研究热

点，通过判别器和生成器的构建及对抗训练，

生成与真实样本具有相同分布的新样本，而

后，将此生成样本加入到训练集中，以有效解

决训练集的类不平衡问题。传统的对抗生成网

络中普遍存在由于生成器梯度消失而导致的训

练失效、生成器梯度不稳定和样本多样性不足

的问题[15-16]，针对上述问题，本文采用对抗生

成网络的衍生模型Wasserstein GAN(以下简称

WGAN)来进行无标记样本的生成[17-18]。

使用WGAN生成无标记样本不可避免会

遇到以下难点：1)如何设置WGAN的迭代训

练停止条件，使得生成的样本数据对半监督

预测模型精度产生积极影响；2)如何降低生成

数据中真实标签以外类别的数据对半监督模

型的影响 [19-20]。为解决此难点，本文训练出一

种指示分类器，即使用WGAN生成的无标记样

本和真实样本作为训练集训练出的分类器，对

WGAN生成的无标记样本集进行筛选后，再进

行半监督学习。在此过程中，当指示分类器的

分类准确率达到最大时，对应的WGAN的迭代

次数为最佳迭代次数n，迭代停止，而后使用指

示分类器对生成的样本进行筛选。

指 示 分 类 器 的 构 建 方 法 基 于 L a b e l 

Smoothing Regularization(LSR)理论[21]，该理论

最早在二十世纪80年代被提出，通过在输出y中

添加噪声，实现对模型的约束，进而降低模型

过拟合，它最早被用于有监督学习中。通常有

监督学习模型使用0或1的方式对输出的真实分

布进行编码，0表示一个样本不属于该类别，1

则表示属于该类别，形式化表达为：

( ) { }n
i

i yyyyYm
ym
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mq ,...,,,
1
0

321=∈




=
≠
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（公式1）

其中，q(m)为真实概率分布，Y为有监督学习中

的标签。LSR技术主要是为了缓解标签不够平

滑而导致的过拟合问题，该方法让模型判断一

个样本属于某个类别的概率不是100%，不属于

某个类别的概率也不是100%，即
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其中，ε是一个超参数，K表示标签集合Y的个

数。这样使得模型获得一个新的标签分布。

LSR技术通过降低模型对于它的预测的置信度

来避免模型对样本的预测严重偏离真实的情

况，从而避免过拟合现象的产生。本文在LSR

的基础上，为生成的无标记样本数据设置一个

虚拟的标签分布，为

( ) YmnK
K

mq ∈+== ，， 11

     （公式3）

其 中 ， n 表 示 真 实 样 本 数 据 中 标 签 集 合

Y = { y 1 , y 2 , … , y n } 的 个 数 ， Y 表 示 标 签 集 合

Y={y1,y2,…,yn,ygenerated}，ygenerated表示该类样本

是生成的，m表示标签集合M中的标签，K表

示标签集合Y的个数，q (m )表示某样本属于
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标签m的概率。同时，真实样本标签转化为

y={y1,y2,…, yn,ygenerated}={y1,y2,…,yn,0}，代表真

实样本数据属于ygenerated标签的概率为0，其余

标签分布不变。

本文对生成的无标记样本设置统一的标签分

布是基于假设：1)一个训练良好的WGAN必然具

有足够好的样本多样性而不是集中与某几个“安

全样本”附近；2)生成的样本大多由真实样本数

据中的特征重新组合生成得到，假设生成的样本

不能完全属于某个真实样本标签Y={y1,y2,…,yn}；

3)由LSR理论假设对于所有类别采用统一分布可

以有效降低过拟合。由于多层神经网络模型具有

较强的拟合能力，因此，借助神经网络算法可以

得到一个由真实样本和生成样本训练得到的多分

类器，使用交叉熵损失值作为多层神经网络模

型的损失函数。WGAN模型用于生成半监督学

习的无标记样本数据的算法如表2、表3所示，其

中，算法2是算法1的子流程。

表 2　训练对抗生成网络的衍生模型 WGAN

算法1  训练WGAN

输入：WGAN参数：真实样本集X；真实样本集数据维度X_dim；噪声数据维度z_dim；隐藏层节点数h_dim；迭

代次数集合epochs={e1,e2,…,en}；学习率α；梯度惩罚系数λ； [ ]1,0∈ε 为随机数；生成样本集大小mfake；

输出：WGAN模型、生成样本Xg

步骤一：初始化判别器D和生成器G的系数wD和wG，以及噪声生成器z;

步骤二：迭代训练生成器G和判别器D，直到满足停止条件。

while 迭代次数 ieit≠  do

for t=1,…,n do

for i=1,…,(m/batch_size) do

抽样{ } r
sizebatch

jj Px ~_
0= ，{ } ( )zpz sizebatch

jj ~_
0=

，生成一个随机数 [ ]1,0U∈ε

xg=G(z)

( ) ggp xxx εε −+= 1

( ) ( ) ( )( )2
2

1−∇+−= gpgpgi xDxxDxDL λ







∇← ∑ = 21

_

1_ ,,,,1 ββαD
sizebatch

i isizebatchwD wLAdamw
D

end for

end for

抽样得{ } ( )zpz sizebatch
jj ~_

0=

( )( ) 







−∇← ∑ =

sizebatch

i GGG wzGD
sizebatch

wAdamw _

1 21 ,,,,
_

1 ββα
    

end while

步骤三：输出生成大小为mf的生成样本Xg
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表 3　无标记样本生成方法

算法2  无标记样本获取算法

输入：指示分类器网络参数：真实样本集X及标签集y={y1,y2,…,yn,yg}，n为真实标签类别数，yg表示生成样本类
别标签；测试样本集Xtest和标签ytest；迭代次数training_epoch；隐藏层节点数h_dim；学习率β；批量大小batch_
size；

真实样本标签大小K;

输出：

无标记样本集 *
US 、最优指示分类器、WGAN最优迭代次数

步骤一：使用真实样本集X预训练得到基准分类器
lSC ，并计算分类准确率 LSCacc ；

步骤二：计算不同迭代次数下的
uSlSCacc

+

for ei in epochs：

WGAN迭代训练ei次，生成大小为mf的生成样本Xg；

设置生成样本集的标签y的概率都为 1
1

+K ；

设置真实样本集X的标签为：

y={y1,y2,…, yn,ygenerated}={y1,y2,…,yn,0}

初始化指示分类器的神经网络参数w；

while 迭代次数不满足training_epoch：

使用训练集 gXX ∪ 最小化指示分类器损失函数：

( ) ( )( ) ( )( )∑
=

−−−=
K

k
mp

K
ZypZloss

1
loglog1

, 当样本为真实样本时，Z=0，否则Z=1;









∇← ∑ =

sizebatch

i
wloss

sizebatch
wAdamw _

1 21 ,,,,
_

1 βββ

end while

计算测试样本集Xtest指示分类器的
uSlSCacc

+ ，并将（ei， uSlSCacc
+ ）存入集合L；

end for

步骤三：获取集合中L中
uSlSCacc

+ 最大时的ei，重新迭代训练WGANei次；

步骤四：利用指示分类器
ul SSC + 筛选输出标签ygenerated概率低于 1

1
+K 为无标记样本集 *

US 。

3.2　结合数据筛选的半监督随机森林算法

对于结构化数据，随机森林算法在抵抗噪

声和分类性能上都具有明显优势，且受类不平衡

问题的影响较小。本文在传统的随机森林算法的

基础上，引入半监督学习中的协同训练思想，在

Co-Forest[22]模型的决策树集合的基础上，通过不

断筛选出无标记样本中的噪声，来保证半监督模

型性能的提升。本部分主要阐述数据筛选方法，

即如何将分歧较大的“高质量”数据筛选出来用于

训练，以及半监督的随机森林模型。

根据Bagging算法思想 [23]，在大小为m、

数 据 维 度 为 d 的 带 标 签 训 练 数 据 集 L 上 采 用

Bootstrap的方法[24]有放回的选取m个样本，并

随机抽取不同的d个列，共进行n轮迭代得到n
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个不同的训练集，训练后得到n个决策树分类

器T={t1,t2,…,tn}。使用Ti表示除ti外其余n-1个决

策树分类器的集合，称为组合分类器。在4.1部

分，通过WGAN生成大量无标记的数据集，并

通过指示分类器筛选出能提高分类器性能的数

据，最终得到无标记样本数据集U，大小为M。

本文定义每一个无标记样本x的分类置信度wi,t，

为组合分类器Ti中对该无标记样本x分类结果的

一致性。采用组合分类器Ti的分类一致性超过

一定的阈值θ，给无标记样本打上伪标签y，并

加入到新标记数据集Ui′中。在得到无标记样本

及其伪标签之后，在训练的过程中不断筛选和

处理某些置信度较低的或错误标记的样本，以

提高分类器的泛化能力。噪声指的是训练样本

集中不属于真实样本期望分布的数据。

半监督的分类模型的关键是对新标记样本

的判断，当新标记样本的分类错误率较高时，

将会严重影响半监督分类模型的分类能力。数

据筛选的思想是基于半监督思想的平滑假设。

因此，本文提出的数据筛选方法主要针对以下

类型的新标记样本数据x进行筛选：1)样本数据

x的K个近邻里标签与x相同的数量少于k；2)与

样本数据x距离较近的样本标签与x不一致；3)

无标记样本中的离群点。前两种类型违反了半

监督学习的基本假设，第三种类型的数据对于

分类器的性能提升效果不大，反而如果无标记

样本中的离群点与标记样本分布的距离太大容

易引入大量的噪声，从而降低分类器的泛化能

力，因此，本文将以上三种类型的无标记样本

成为可疑标记样本。

第一种可疑标记样本通过K近邻(KNN)算

法进行筛选，其中，参数K和k按照Generalized 

Editing设定的条件(K+1)/2<k<K来设置。本文采

用参数k=7，k=5。对于第二种类型的可疑标记

样本x，其标签为y，定义K个近邻的样本集合为

Q={q1, q2, q3,…, qK}，在Q中标签和伪标签与样

本x相同的数据点集合为QS，标签不同的样本点

集合为QD。根据Q中的样本点与x的不一致性和

距离，定义筛选条件为：

( )

( )∑ ∑
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其中，dx,z表示样本x与样本z的距离，σ表示样本

x与Q中所有点距离的平均值。wx,y′表示样本点x

的标签为y′时分类器集合T的预测一致性。当样

本x满足公式的时候被筛选出来。对于第三种可

疑标记样本，该类样本与真实标记的样本整体

距离较大，采用样本到真实标记样本的距离之

和对其进行筛选，定义偏离度为：

( ) ∑
∈

=
Lz

zxxDP ,ϖ              （公式5）

其中，DPmax为新标记样本集中最大的偏离度，

每轮迭代的筛选条件为：

DPmax(x)<(1–epochselect•β)•DPmax  （公式6）

其中，epochselect为当前数据筛选迭代次数，β为

距离衰减率，默认为0.001。数据筛选出来的可

疑样本，不作为训练样本。半监督的随机森林

算法具体步骤如表4所示。

4  实验与分析

4.1　实验数据准备及预处理

本文以冀北地区2014年1月至2016年6月期
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间大工业用户的月用电量数据、月无功电量数

据、月线损电量数据、用电检查记录、违约用

电记录、容量变更数据、缴费记录、95588拨打

记录作为实验数据，构建预测模型。通过预测

冀北地区大工业用户2015年1月到2016年1月期

间的容量变更风险来验证半监督随机森林的分

类性能。预测模型的目标变量为2015年1月、

2015年7月、2016年1月用电客户是否有减容风

险，其中，有减容风险的样本大小为12405条，

无减容风险的样本大小为20963条。为了提高模

型收敛速度、提高精度，前期已对训练样本进

行数据归一化预处理。

本文基于Python 语言在Tensorflow框架上快

速搭建上述基于电力业务行为的用电客户价值评

价预测模型。此处半监督随机森林预测模型分为

两部分：一是WGAN生成大量的无标记样本，

并使用指示分类器对无标记样本进行筛选，以提

高半监督分类器的分类性能；二是基于协同训练

思想的半监督随机森林分类器，在训练过程中，

对无标记样本进行筛选并处理以提高分类性能。

表 4　半监督随机森林

算法3  半监督随机森林

输入：标记训练样本L，大小为ml，无标记训练样本U，大小为m，预测一致度阈值θ，随机森林中决策树分类
器数量n，列抽样数量d，距离衰减率β，筛选条件K和k，对于筛选出来的数据的处理方式data_select；
输出：半监督的随机森林分类模型T
步骤一：初始化所有决策树分类器和组合分类器

通过有放回的从L中抽取n个大小为ml，数据维度为d的训练集；

训练得到n个决策树分类器T={t1,t2,…,tn}；

初始化组合分类器ei,0=0.5，新标记样本权重和 ∑ =
= 0

00 1m

j
W ；

步骤二：对于每一个组合分类器，迭代以下过程，直到迭代次数到达或者决策树不再变化。

for ti in T：

计算组合分类器Ti在有标记样本L上的错误率ei,l，令新标记集合为 φ=liU , 。

end for
if ei,l>ei,l–1:

使用Bootstrap方法在无标记样本U抽取样子集，大小为m，通过Ti计算每一个无标记样本xu的置信
度，且当置信度大于置信阈值θ时将样本复制到新标记集合Ui,l中，即 ulili xUU ∪= ,, 。

end if
for ti in T：

if 1,1,,, −−< lililili WW εε ：

令it = 0， titilili WWW εεε == ,,00 ;
do :

it = it + 1
对新标记集合进行数据筛选，并进行处理

重新计算 ititWε

while 1−> tiit εε ;
使用筛选后的数据重新训练分类模型；

else：

直接使用未进行数据筛选的训练集 liUL ,∪ 重新训练分类模型

end if
end for

步骤三：输出模型T(x)
分类过程：n个决策树分类器的预测结果通过少数服从多数的投票机制产生。
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4.2　实验结果与分析

本 文 在 M N I S T 手 写 数 字 数 据 集 [ 2 5 ]上 对

上 W G A N 生 成 用 于 半 监 督 学 习 的 无 标 记 样

本 的 方 法 进 行 验 证 。 生 成 器 G 和 判 别 器 D

都 采 用 两 层 隐 藏 层 的 神 经 网 络 模 型 。 不 同

迭 代 次 数 下 ， W G A N 生 成 的 无 标 记 样 本 训

练 的 指 示 分 类 器 的 准 确 率 不 同 ， 如 表 5 所

示 。

表 5　不同迭代次数下 WGAN 对分类器性能的提高

迭代次数 baseline 20000 30000 40000 50000 55000 60000 70000

准确率 64.7% 65.7% 70.2% 75.0% 80.7% 83.6% 84.3% 84.0%

由表5可知，随着迭代次数的不断增加，指

示分类器的分类准确率不断提升，最后达到一

个峰值，然后保持稳定。因此，采用WGAN迭

代60000次后生成的样本作为无标记样本，利用

指示分类器进行筛选后，结果如图3所示。

4.2.1  生成样本对指示分类器的影响

采用有标记样本16000条，其中，有减容风

险的1000条，无减容风险的15000条，分别采用

由WGAN训练迭代10000次后生成的不同样本集

大小的无标记样本，加伪标签后，加入到训练

集中，来验证由WGAN生成的无标记样本集大

小对指示分类器的影响，其分类结果的准确度

如表6所示。

由表6可知，当往指示分类器的训练集中添

加带伪标签的无标记样本时，指示分类器的分

类性能有了一定程度的提高，最大提升百分比

为2.64%。当无标记样本集规模较小时，指示分

类器的泛化能力较弱，随着无标记样本规模的

增大，指示分类器的泛化性能中图提升，但当

无标记样本的数量增加到一定量后，其对指示

分类器分类性能的提高作用逐渐减小。出现此

现象的原因是由于WGAN生成的无标记样本虽

然与用于训练的真实样本分布类似，但因真实

样本的特征互相组合，导致样本多样性大大增

加，产生了大量不属于原有标签的样本数据。

因此，伴随着无标记样本数量的增多，过拟合

现象也越来越严重，致使指示分类器性能提升

减小。

            

                              （a）                                                  （b）                                                    （c）

图 3　(a) 为真实样本、(b) 为生成样本、(c) 筛选后的样本
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表 6   WGAN 生成的无标记样本集大小对指示分类器的影响

样本大小 0 10000 12000 13000 14000 15000

准确率 73.96% 74.18% 75.62% 76.60% 76.83% 76.07%

4.2.2  无标记样本对半监督随机森林模型的

影响

将经过指示分类器筛选后的不同样本集大

小的无标记样本加入到训练集中，用于训练半

监督随机森林分类模型，无标记样本大小分别

设置为5000，10000，15000，20000，25000。

起初设置的半监督随机森林模型迭代终止条件

是决策树分类器集合中各个分类器都不再发生

变化，但经实验发现，达到该停止条件需要花

费较长的时间，因此，采用设置迭代次数来进

行取代，这里，迭代次数设置为20000次。此

外，我们对每个训练集进行10次随机采样，并

用其分别对模型进行训练，将每次得到的分类

模型准确率、有减容风险用电客户查全率的平

均值作为结果，以避免样本分布不均匀给模型

的带来不良影响。

表 7  无标记样本集大小对半监督随机森林模型的影响

训练集 准确率 查全率

baseline 76.63% 59.39%

标记样本+0无标记样本 75.38% 52.43%

标记样本+5000无标记样本 77.01% 71.11%

标记样本+10000无标记样本 78.42% 70.56%

标记样本+15000无标记样本 77.92% 70.99%

标记样本+20000无标记样本 78.76% 72.21%

由表7可以看出，在类别不平衡的情况下，

传统的随机森林模型比没有使用无标记样本的

半监督随机森林分类性能要高。但随着无标记

样本的增多，半监督的随机森林模型比随机森

林模型在准确率上有一定程度的提高。对于有

减容风险的用电客户的预测，在使用无标记样

本进行训练前的准确率较低，但在加入生成样

本后，模型的查全率有了明显的提高。这意味

着，Wasserstein GAN模型一定程度上找到了减

容用电客户的数据分布模式，生成的样本集跟

真实的样本集的差异性相对较小。实验结果表

明，在无标记样本不断增多的情况下，对模型

的分类效果的提高并不明显，但由于采用了数

据筛选方法，无标记样本中的错误标记样本对

模型泛化能力的影响大大降低。

4.2.3  有标记样本对半监督随机森林模型的

影响

本部分主要通过实验验证将更多有标记样

本集加入到训练集中对模型带来的影响。设置

基准的训练集共16000条，逐渐增加的有标记

样本的数量分别为1000、2000、3000、4000、

5000、6000条，分别构成新的不同大小的训练

集，类别比例1:1，对传统的随机森林模型进

行训练。对于本文提出的半监督的随机森林模

型，则去掉新增加的有标记样本的标记，作为

无标记样本加入训练集中进行训练，模型使用

的参数保持不变，模型分类准确率如表8所示。

由表8可知，在传统的随机森林模型中，真实的

有标记样本的加入对于模型的分类能力有明显

的提高，且提高的幅度比半监督随机森林模型

高2.57%。但是半监督随机森林模型在加入的
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真实的有标记样本较少时，分类性能的提高不

如使用WGAN生成并经过筛选的无标记样本加

入训练集所能带来的分类性能的提高。由此可

知，WGAN生成并经过筛选的无标记样本一定

程度拟合了真实的样本分布，并且在类不平衡

的情况下，为数量较少的类提供了更为多样性

的样本，在半监督学习中更好地辅助寻找模型

的决策边界。

表 8  真实样本对模型的影响

训练集 随机森林
半监督随机

森林

baseline 76.63% 75.38%

原训练集+1000标记样本 77.75% 75.47%

原训练集+2000标记样本 79.30% 76.62%

原训练集+3000标记样本 80.99% 78.53%

原训练集+4000标记样本 81.52% 79.24%

原训练集+5000标记样本 82.14% 79.67%

原训练集+6000标记样本 82.01% 79.20%

5  评价模型在冀北电力公司的实际

应用

本文提出的用电客户价值评价模型需要对

用电客户的预付能力、用电需求、欠费风险、

违约风险、减容风险、安全风险、增容趋势、

销户风险进行预测。由于上述目标变量的发现

周期较长，且发生的次数较少，因此，本文统

一对用电客户未来六个月的业务行为进行预

测，并设置预测点为2015年1月、2015年7月、

2016年1月。由于本文中使用的欠费数据和安

全隐患数据只有2016年1月到2016年9月这段范

围内的，所以只将这两个模型的预测点设置为

2016年1月。由此得到的减容风险、增容趋势、

违约风险、欠费风险四个训练集的类别分布如

表9所示。其中，标记为“1”的目标变量与价值

负相关、标记为“0”的目标变量与价值正相关，

同时模型的预测结果为0或1。同时，所有模型

的训练集与测试集以9：1的比例进行划分。最

终得到的各个预测模型的预测能力如表10所

示。由于具体的模型权重系数为企业商业机

密，因此本文采用平权对用电客户进行评价。

取价值评分最高的前10%作为高价值用户，冀

北五个地级市在2016年7月的高价值用户的分布

如图4所示。

表 9  训练集的类别分布

标记为“1” 标记为“0”

减容趋势 12405 20963

增容风险 1360 32008

违约风险 2414 30954

欠费风险 7080 6940

表 10  四类用电行为预测模型的分类能力

模型 准确率

减容风险 82.01%

增容趋势 76.30%

违约风险 74.29%

欠费风险 80.43%

图 4   高价值用户在各地级市的分布
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由于唐山市汇集了冀北地区最多的重工业

用户，特别是特大型的钢铁厂，是高耗电用电

客户，因此，相对唐山市高价值客户会比其他

地市多。经过与各地市下属单位的业务专家进

行鉴定，所筛选出来的高价值用户均为电力企

业中的“一级客户”和“重点客户”，此外，所选

出的客户均具有用电需求大、欠费风险低、三

方用户等特征，符合电力企业对于高价值用户

的需求。

6  结语

用电客户价值评价是电力企业的工作重点

之一，本文所提出的基于电力业务行为的用

电客户价值评价模型，其核心就是将价值评

价问题转化为分类问题，而后采用了对抗生成

网络、半监督随机森林等机器学习算法，构建

电力业务行为预测模型，有效解决电力营销数

据中类不平衡的问题，并对用电客户的行为实

现较为精准的预测。本文为用电客户的价值评

价提供了一条新的思路，并对当前针对用电客

户价值评价遇到的问题提供了一种新的解决方

案，具有较强的商业价值和应用潜力。
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