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基于混合上下文的知识表示学习方法研究
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摘要：[ 目的 / 意义 ] 知识图谱是一种包含了丰富实体和关系的数据结构，然而当前绝大多数知识图谱

都是不完备的。[ 方法 / 过程 ] 知识表示学习是目前对知识图谱进行补全的一种热门方法，本文在对知

识表示学习方法梳理的基础上探究了文本信息和知识图谱自身三元组信息互补的机制，并利用远程监

督与注意力机制将两类信息结合。[ 结果 / 结论 ] 提出一种基于混合上下文的知识表示学习方法，实验

结果表明，结合文本与三元组这类混合上下文信息的模型能够明显提升知识图谱表示学习的效果，并

在一些指标上优于已有的一些模型。
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Abstract: [Objective/Significance] Knowledge graph is a kind of data structure which contains rich entities and relationships. 
However, most knowledge graph is incomplete. [Method / Process] Knowledge representation learning is a popular method 
to complete knowledge graph. Based on the analysis of knowledge representation learning methods, this paper explores 
the complementary mechanism of text information and triple information, and combines the two types of information with 
distance supervision and attention mechanism. [Results / Conclusions] Finally, a knowledge representation learning method 
based on mixed context is proposed. The experimental results show that the model combining text and triples can significantly 
improve the effect of knowledge representation learning, and is better than some existing models in some indicators.
Keywords: Knowledge graph; representation learning; text; distance supervision; attention mechanism

开放科学

（资源服务）

标识码

（OSID）

基金项目　国家自然科学基金重点项目“面向大规模多源数据的人物画像和定位分析关键技术”(U509000121)。

作者简介　张良 (1989-)，博士研究生，研究方向为知识图谱、语义 Web，E-mail：lzhang@seu.edu.cn；石珺 (1993-)，硕士，研究方向

为知识图谱。

doi:10.3772/j.issn.2095-915x.2021.02.006



TECHNOLOGY INTELLIGENCE ENGINEERING

2021 年·第 7 卷·第 2 期 
070

KNOWLEDGE ENGINEERING知识工程

引言

近年来，知识图谱越来越受到人工智能领

域的广泛关注，各类知识图谱在反欺诈、智能

问答、人物分析，旅游、医疗等垂直领域中发

挥了重要作用 [1-5]。知识图谱旨在刻画客观世界

中的实体及其之间的关系，其中实体表示成知

识图谱中的节点，实体之间的关系对应着知识

图谱中各实体之间的连线，可以看成一种有向

图形式的数据结构。知识图谱不仅能清晰地展

现各实体间原有的关系，更能通过推理计算等

方法来获得数据之间潜在的联系 [6]。由于知识

图谱特别是大规模知识图谱包含着非常复杂的

结构化信息，以往在处理的时候需要专门设计

相应的图算法来实现知识图谱的计算和存储，

这样的方法复杂度高，可移植性差，效率上往

往不能得到保证 [7]。

随着深度学习技术的发展，知识图谱表示

学习方法给这一问题的解决带来了契机。深度

学习在处理大规模复杂数据时有着一定的优势，

而现代社会的知识也随着网络信息的暴涨呈几

何指数的增长，对应着知识图谱的规模越来越

大，也越来越难以处理。为了高效地对大规模

知识图谱进行计算处理，知识表示学习方法被

提了出来 [8]。知识表示学习方法是将实体与关

系投影到统一的低维向量空间中，利用向量对

实体和关系进行语义计算。知识表示学习在语

义搜索，智能问答以及知识图谱补全等方面有

着广泛的应用。然而在实际应用中，知识图谱

都会存在不同程度的信息缺失，这样导致很多

知识图谱都是不完备的。为了尝试解决这一问

题，研究者们提出引入一些额外的上下文信息

（例如文本）来弥补知识图谱中的信息缺失，

许多引入了额外信息的知识表示学习模型被提

出。这些上下文信息都与知识图谱中的实体和

关系信息是有关联的，这在一定程度上弥补了

知识图谱信息的缺失，但依然存在许多问题。

比如引入的文本信息包含了大量噪音，影响了模

型的性能，另外这些模型大多只关注如何处理引

入的外部信息，却忽视了知识图谱自身的结构化

信息，没有考虑到上下文信息的多样性。因为知

识图谱内部的结构化信息对于每一个实体和关系

也是一种上下文信息，比如与某个实体直接相连

接的若干实体，或者某几个实体组成的路径等，

这些都可以看作知识图谱内部的结构化信息。由

于这类信息不会包含噪音，所以会比较准确地刻

画对应的实体和关系。因此有必要在引入了文本

等其它额外信息的同时对知识图谱自身的结构化

信息也加以考虑，即有必要对结合了多种类型上

下文信息的知识表示学习模型进行探索。

目前大多数知识表示学习模型在建模时只

考虑了某一类上下文信息，比如只考虑内部的

结构化信息或者只考虑外部的文本等其它信息，

这样会使得上下文信息的类别不够丰富，无法

从多个角度对知识图谱进行补全。针对这一问

题，本文提出了一种基于混合上下文的知识表

示学习方法，即同时考虑文本信息以及知识图

谱内部的结构化信息。该方法在充分利用了知

识图谱中固有的结构化信息的基础上引入了外

部的文本信息，利用包含实体的文本对知识图

谱进行补充。本文余下的内容分为五个小节，

其中第一小节介绍了目前知识表示学习的一些

代表工作，第二小节对引入外部文本的问题进

行了定义，第三小节重点介绍处理文本的方法，
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第四小节介绍实验的评估标准，并与其它模型

进行对比，展示实验结果，最后进行总结与展望，

下面分别对这几个小节进行介绍。

1　相关工作

目前的知识表示学习模型可以分为两类：

一类注重利用知识图谱本身的结构化信息，例

如知识图谱里的三元组，实体和关系路径，子

图等等，这些都可以看作实体和关系的上下文

信息，这类上下文信息可以称作知识图谱的内

部上下文信息。另一类模型主要关注怎样把文

本、图像或规则等信息加入到知识图谱中，这

类信息可以看成知识图谱的外部上下文信息。

基于内部上下文信息的模型又可以大致分

为三类：一类是基于三元组的模型，不考虑三

元组以外的任何额外信息。这些模型主要包含

了 以 TransE[8]、TransH[9]、TransR[10]、TransD[11]

以及 TransSparse[12] 等为代表的一系列模型，它

们通过对头实体和尾实体之间的距离进行测量，

从而评估三元组。第二类是基于路径的模型，

这类模型充分利用了知识图谱中的路径信息，

例如 PTransE[13] 将实体间的多个关系进行语义

组合得到路径的向量表示，然后将这种路径信

息加入到模型的构建中。第三类是将三元组周

围的上下文信息与模型的构建结合起来。例如

GAKE[14] 模型，它将实体和关系作为主语定义

了三种上下文，并利用这些上下文信息来预测

当前的主语信息，但它并没有对实体和关系进

行有效地区分。TCE[15] 模型在 GAKE[14] 模型的

基础上进行了改进，它也提出了两类上下文信

息：一类是邻居上下文；另一类是路径上下文，

这两类上下文信息都能在一定程度上反映了目

标实体的语义信息。

这些只考虑了内部上下文信息的模型只关

注知识图谱自身的结构信息，对于图谱中缺失

的信息却无能为力。实际上大多数知识图谱都

会存在不同程度的信息缺失，为了弥补知识图

谱中缺失的信息，研究者们开始将文本等外部上

下文信息加入到模型中。第一个引入外部信息的

模型 [15] 利用词向量将文本向量化，然后利用维

基百科锚等操作将文本和知识图谱联系起来。清

华大学的刘知远等提出了 DKRL[17] 模型，他们

分别将实体和文本进行向量表示，其中对文本的

处理利用了循环神经网络。类似地，TEKE[18] 模

型通过对文本中的实体进行标注，构造实体与词

语的共现网络，从而得到实体与关系在文本中的

上下文。其中实体在文本中的上下文为与实体共

现的词，关系在文本中的上下文为同时与头尾实

体共现的词。另外还有一些引入其它类型信息的

模型，如引入逻辑规则的模型 [19,20]，引入了实体

类别的模型 [21,22] 等。这些模型都从不同的角度

对知识图谱进行了信息的补全。

无论是基于内部上下文还是外部上下文信

息构建的模型，都只考虑了某一种类型的上下

文信息，为了充分利用这两类上下文信息，我

们提出了一种将文本信息与三元组上下文信息

结合的模型，为了使模型更有效，我们选取了

已充分利用了内部上下文信息的 TCE[15] 模型作

为基础，在此基础上加入文本信息。

2　文本的引入与问题定义

由于我们的模型是在 TCE[15] 模型的基础上
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构建的，所以重点介绍文本的引入与处理方法。

许多知识图谱中的三元组很不完整，这样会对

许多应用带来影响，所以需要通过一些方法对

缺失的信息进行补全。近年来从文本中抽取实

体和关系的方法越来越受到关注，特别是基于

关系抽取的远程监督模型 [23] 越来越受到关注。

这个模型包含了一个著名的假设，即如果两个

实体 h 和 t 在知识图谱中存在某种关系 r，那么

包含这两个实体指称的句子通常也表达了其间

存在的这种关系（图 1），利用这种方法可以

将知识图谱中的实体与关系和文本进行关联。

本文基于远程监督的假设，期望通过包含实体

指称的句子对知识图谱表示学习提供语义信息

的补充，从而提升效果。

图 1  引入文本的示例

首先引入一些符号的定义。知识图谱中关

系的集合表示为 R，实体的向量表示为 ΘE ∈ 

Rm×k，关系的向量表示为 ΘR ∈ Rn×k，其中 m 和

n 分别表示为实体和关系的总个数，k 表示实

体和关系的维度。文本中词语的向量用参数 ΘV 

∈ R|V|×k 表示。模型包含的参数为 Θ ={ΘE, ΘR, 

ΘV}。文本语料记为 D，它包含干个句子 s，即 

D = {s1, ···, s|D|}，而每个句子又都是若干个词语

w 的序列，记为 s = {w1,···, w|s|}。文本中的每个

句子均包含两个实体的指称 (mention)，句子 s

中两个实体之间存在的潜在关系记为 rs ∈ R。

由于加入了文本，所以我们的目标是对知识图

谱与文本进行联合训练，从而获取知识图谱中

实体与关系以及文本中词语的向量表示。为此

我们需要得到在引入文本的条件下最大化知识

图谱的联合概率 P，对于一个知识图谱 G，定

义优化目标： ˆ max ( | ;  )Qarg G DΘ Θ=P ，然后将

目标函数定义为：

P=(G|D; Θ)=Πf(h,r,t)                （1）

其中 h 代表知识图谱中三元组的头实体，r 表示

doi:10.3772/j.issn.2095-915x.2021.02.006
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关系，t 表示尾实体。将文本加入到 TCE[15] 模

型中，TCE[15] 模型包含两类上下文信息，分别

是邻居上下文和路径上下文。邻居上下文是指

与某个实体有直接关系的上下文信息。路径上

下文是指从某个实体 h 出发到另一个实体 t 之

间所包含的所有关系信息的总和。

3　相关方法

为了实现知识图谱与文本的联合建模，

需要将知识图谱中的实体与关系和文本进行

关联。对于知识图谱中的实体及文本中的实

体指称，我们通过共享其向量的方法来实现

语义信息的关联。例如，实体“Apple Inc.”

在文本中可能以指称“Apple”的形式出现，

但其对应于同一个向量，使得其既能够包含

知识图谱中的结构信息，又能够包含文本中

的语义信息。如果知识图谱中出现同名实体，

则利用实体消岐方法进行预处理。为了对文

本进行处理，我们采用深度学习的方法来进

行文本语料的训练。

3.1  关系与文本的表示学习

根据远程监督的假设，文本中的句子 s 包

含了实体 h 与 t 的指称，且整个句子表达了两

个实体之间的关系 r。由于无法直接对句子进行

计算，为了计算关系 r的概率分布P(r|h, t, D; Θ)，

我们利用卷积神经网络模型对句子进行编码。

整个文本处理框架主要分为词表示层、特征提

取层和输出层。

在词表示层里，句子中的每个词都被表示

成一个向量。为了更精确地描述每一个词的向

量信息，我们用两部分向量来共同描述每个词

的向量 x。除了每个词本身的向量 w 以外，我

们还给每个词添加了一个位置特征向量 p，用

于描述句子中每个单词与两个实体指称之间的

相对位置。例如在句子“[Donald John Trump] 

is the 45th and current President of the [United 

States]”中，单词“is”相对于两个实体指称

的位置表示为 [1，-8]，说明“is”在实体指称 

Donald John Trump 右侧，与其距离为 1，在实体

指称 United States 左侧，与其距离为 8。句子中

每个单词 w 相对于两个实体指称的位置表示为 

[d1, d2]，其中 d1 和 d2 分别表示 w 相对于两个实

体指称的方向和距离，将两个距离向量进行首

尾拼接可以得到位置特征向量
2k×∈p R ，其中 k

表示位置向量的维度。将单词的词向量和位置

特征向量进行拼接，可以得到每个单词的向量

表示，即 x = [w; p]。因此，每个句子 s 都可以

表示为一个向量序列：

s = {x1,· · ·, x||s||}= {[w1; p1],· · · ,[w||s||; p||s||]}  （2）

在特征提取层我们使用卷积神经网络从词

表示层输出的向量中提取出句子级别的特征。

卷积层使用大小为 d 的窗口在输入句子的向

量序列上进行滑动，对窗口里的向量进行组

合，将同一窗口里的向量首尾拼接，得到向量

zi ∈ Rk。然后，对组合向量 zi 进行卷积操作：

   hi = tanh（Wzi + b）                 （3）

其中，参数矩阵 W ∈ R 是卷积核，b ∈ R 是一

个偏置向量，tanh(·) 表示双曲正切函数。为了

进一步在隐藏层向量的每一个维度中确定最有

用的特征，在进行卷积操作以后，对隐藏层向

量进行最大池化操作。假设隐藏层中向量的个

数为 nh，那么输出向量 q 的每一维可以通过以
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下方式确定：

1max( , , )

i i i
nhh h=q                   （4）

输出层将特征提取层输出的向量转化为每

个关系的概率分布。首先将特征提取层的输出

向量通过一个矩阵变换，转换为一个 n 维向量

y=Mq，矩阵 M 将q 转换为 n 维向量，其中的每

一维表示每个关系的评分，然后将向量 y 输入到 

Softmax 分类器中，这样就得到概率了分布。

3.2  基于注意力机制的文本编码

在实际场景中，一对实体可能出现在多个

句子中，不同的句子对这对实体之间关系预测

的作用也不同，我们需要将多个句子中的信息

进行融合，从而获取关系的概率分布。对于一

个知识图谱中的三元组（h, r, t），并不是所

有包含头尾实体指称的句子都蕴含关系 r。因

此，需要模型在预测关系 r 的同时，根据每个

句子与该关系的关联程度有所侧重地选择句子

中的信息，以不同的权重对不同的句子进行组

合。因此本文使用注意力机制 [24] 来对不同句

子的语义特征进行组合，图 2 是引入文本的整

体流程。

图 2  文本处理流程

将包含实体 h 和 t 指称的句子的集合记作 

S(h,t)，S(h,t) = s1, · · · , sc，其中包含了 c 个句子。

对于其中的每一个句子，利用卷积神经网络将

其编码成一个向量 q，并将其输入到一个全连

接层，得到每个句子的中间向量表示 e，然后，

根据实体与句子的向量表示，计算得出每个句

子的权重：

1

exp(( ) )

exp(( ) )
j

j t
ii

t h e

t h e
α

=

− ⋅
=

− ⋅∑               （5）

其中，t − h 是基于 TransE 的假设 h + r ≈ t，用

于表示 h 与 t 之间存在的潜在关系。通过 t − h

与句子中间表示 ej 的内积，可以得到每个句子

与实体对之间潜在关系的关联程度。该式通过

一个 Softmax 的形式，使得所有句子的权重符

合概率分布条件。随后，可以将每个句子的向

量加权求和得到所有句子的向量表示：

1

c
j jj

s a
=

=∑ q                    （6）
将输出向量通过转换矩阵 M 变换为 n 维向量得

到每个关系的评分 y=Ms，最后将 y 输入到 Soft-

max 函数中得到最终概率分布：

, ,

( )P( | , , ; )
( )
r

r R r

exp yr h t D
exp y

∈

Θ  =
Σ      （7）

整个模型的学习采用如下算法：

算法 4.1  基于混合上下文的模型学习算法

输入：知识图谱 G，文本语料 D = {s}，实体集

合 E，关系集合 R，向量维度 k

输出：更新后的参数 Θ

1:   initialize: e ← uniform
6 6,
d d
− 

 
  for 

each entity e ∈ E

2:        r ← uniform
6 6,
d d
− 

 
  for each rela-

tion r ∈ R

3:        w ← word2vec(w) for each relation r 

∈ R
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4: loop:

5:     e ← e/||e|| for each entity e ∈ E

6:     r ← r/||r|| for each relation r ∈ R

7:     Tbatch ← ∅

8:     for each batch Sbatch in G:

9:         for each triple (h, r, t) in Sbatch:

10:             H− ← sample({h′|(h′, r, t)∉ G})

11:             R− ← sample({r′|(h, r′, t)∉ G})

12:             T − ← sample({t′|(h, r, t′)∉ G})

13:             D ← {s|mh, mt ∈ s}

14:             Tbatch ← Tbatch ∪ ((h, r, t), (H-,R-,T-), 

D)

15:         end for

16:       Update the gradient of − 

(( , , ),( , , ), )
P(G | D; )

h r t H R T D Tbatch− − − ∈
∇ Θ∑

17:      end for

18:   end loop

在参数初始化阶段，首先初始化实体与关

系的向量。引入的文本语料通过 word2vec 向量

进行初始化。然后对每个实体与关系的向量进

行标准化，每次从知识图谱训练集中取出一批

数据 Sbatch，对于其中的每个三元组分别对头实

体、关系和尾实体进行负采样，得到三个负例

的集合。对于 Sbatch 中的每个实体对，从文本语

料中找出包含这两个实体指称的句子，随后，

对这批数据利用目标函数计算损失，并根据学

习率对参数进行更新，当算法达到最大迭代上

限则停止迭代。

4  实验与评估

4.1  数据集

本文实验的所用数据集包含两部分，第

一部分是知识图谱，第二部分是文本语料。

我们选取的知识图谱数据分别是 FB15K 和

FB15K-237。FB15k[8] 是从 Freebase 中抽取的一

个子集，它总共有 592,213 个三元组，其中包含

了 14,951 个实体和 1,345 个关系。FB15k-237[25] 

是 FB15k 的一个子集，它包含了 310,116 个三

元组，其中包含了 14,541 个实体和 237 个关系。

这两个数据集被分为三个部分：训练集、验证

集和测试集。训练集用于模型的训练，验证集

用于选择超参数，测试集用于测试模型最终的

效果，详见表 1。

表 1  知识图谱数据集详细数据

数据集 实体个数 关系个数 训练集规模 验证集规模 测试集规模

FB15k 14,951 1,345 483,142 50,000 59,071

FB15k-237 14,541 237 272,115 17,535 20,466

对于文本语料的选择，本文使用纽约

时报数据 NYT10[26]，该语料对其中出现的

Freebase 中的实体进行了标注。本文根据

远程监督的假设，抽取出包含以上两个数

据集中实体对的句子作为训练文本。对于 

FB15k，本文从 NYT10 中抽取了 194,385 个

句子，对于 FB15k-237，本文从 NYT10 中

抽取了 78,978 个句子，然后根据这些实体对

在知识图谱中存在的关系对抽取的这些句子

进行标注。
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4.2  评估标准

本文使用 Mean Rank 和 Hits@10 作为评估

标准。给定一个测试三元组 (h, r, t)，首先将其

中的头实体 h、尾实体 t 或关系 r 去掉，形成一

个不完整的三元组。以预测头实体 h 为例，将

头实体 h 从三元组中去掉以后得到 (?, r, t)，然

后用任意实体 e 进行替换，组成新的三元组 (e, 

r, t)，通过评分函数计算其评分 f (e, r, t)。由于 

e 可以取任意实体，因此对于每个实体 e 都能

够得到一个评分 f (e, r, t)，将这些实体按得分的

降序排列，得到一个实体的序列 L = (e1, e2, · · ·, 

em)，在这个序列的基础上，可以分别得出以下

两种评估标准：

Mean Rank 表示对于所有测试三元组，原

始头实体 h 在序列 L 中排名的平均值。Mean 

Rank 越小，表示模型的性能越好。

Hits@10 也是一个常用的评估标准，它表

示在所有测试三元组中，原始头实体 h 在序列 

L 中的排名小于等于 n 的三元组个数占测试三

元组总个数的比例。Hits@10 越大，表示模型

的性能越好。在实体预测的场景下，一般来说

正确的实体在序列 L 中的排名尽可能靠前，而

错误的实体排名尽可能靠后。但在序列 L 中，

排名在原始头实体 h 前面的某个实体 e 与 (?, r, 

t) 组成的三元组 (e, r, t) 可能是正确的，即存在

于原始知识图谱中。对于这些实际正确的实体，

由于模型已经让其获得了一个靠前的排名，因

此不能将其视作错误的实体，需要将这些实体

对当前测试实体排名的影响消除。具体做法是

从序列 L 中去掉除原始头实体 h 之外实际正确

的实体 e，即如果三元组 (e, r, t) 存在于原始知

识图谱中，则将实体 e从序列中去除。按照惯例，

将这种设置记为 Filtered（或 Filt.）。

4.3  模型评估

基于 TCE[15] 模型，我们引入了一些文本

参数，分别如下：卷积神经网络滑动窗口大小     

d = 3，隐藏层维度 kh = 230，实体、关系和单词

的维度 kw = 50，位置向量 kp 的维度为 kp=5，模

型的训练和 TCE[15] 模型一样用负采样的方法。

我 们 使 用 DKRL[17]、TEKE[18]、DESP[27]、E + 

DISTMULT[28] 和 Conv-E + DISTMULT[28] 作 为

对比实验，因为这几个模型都将文本信息引入

了知识图谱表示学习模型中。

表 2  基于混合上下文的模型在 FB15k 和 FB15k-237 上
进行实体预测的结果

数据集 模型 Hits@10(Filtered)

DKRL 67.4

FB15k TEKE
DESP

73.0
77.3

TCE + Text 77.5

E + DistMult 60.2

FB15k-237 Conv-E + DistMult 61.1

TCE + Text 60.8

基于混合下文与文本的表示学习模型实验

结果如表 2 所示，其中，“TCE + Text”项表

示本文提出的基于混合上下文的表示学习模

型。从表中可以看出，基于混合上下文的模型

在 FB15k 数据集上超越了其它同类模型。另外

与传统的表示学习模型相比，本文提出的模型

在 Hits@10 （Filtered）指标上取得的效果也能

够超越大部分模型，说明这种基于混合上下文

信息的模型确实可以提升知识图谱表示学习的
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效果。

5　总结与展望

本文提出了一种基于混合上下文的知识表

示学习方法，将文本信息与三元组上下文信息

结合。通过大量丰富文本信息的引入，进一步

对知识图谱的内容进行了补充。实验表明这种

加入了混合信息的模型在实体预测方面优于现

有的一些模型，但由于该方法在建模的过程中

已经用到了关系路径的信息，所以无法对关系

进行预测，这也是后续工作需要完善的方向。

无论是外部的文本信息还是知识图谱内部的结

构化信息，都只是众多信息类别中的一小部分。

目前已有将多种类别的信息结合起来进行建模

的多模态知识表示方法 [29]，但都往往顾此失彼，

并不能真正地对多种类型的信息进行有效地整

合。随着信息的不断积累，知识图谱的规模也

会越来越大，知识种类也会越来越多，如何从

多种维度进行知识表示学习的研究是我们应该

考虑的问题。因为当前的人工智能应用往往达

不到人们的预期，或知识表达能力不足，或缺

少逻辑推理等等，其中原因之一可能就是缺乏

对知识多样性的表征。所以将时间、空间、文本、

规则、图像，甚至视频等多种知识源进行有效

地整合，可能会使知识图谱成为人们迈向真正

人工智能时代的坚实基础。
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