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摘要：[ 目的 / 意义 ] 海量电子政务信息资源极大地方便了人们对信息的获取，同时也给人们有效获取信息和知识提出

了挑战。关系抽取是信息抽取的核心任务，政务领域的关系抽取对后续面向政务领域的智能检索、智能问答及政府公文

生成等智慧化服务与建设具有深远影响。但是政务领域的文本中存在着大量的长实体，使得传统的关系抽取模型在政务

领域数据集中的表现不尽如人意。[ 方法 / 过程 ] 本文提出一种适用于政务领域的中文关系抽取模型 CPRE-BERT，首先

使用预训练 BERT模型作为编码器，能够在一定程度上解决多义性、边界模糊以及领域关系数据数量不足的问题。其次，

采用分类池化的思想分别处理短实体和长实体，最大程度上保留实体信息。最后，在中文领域人物关系公共数据集和政

务领域数据集上的对比实验结果验证了模型的有效性。[ 结果 / 结论 ] 实验结果表明，本文提出的方法在政务领域数据

集上关系抽取的准确率和 F1 指标较基线模型分别提高了 2.3% 和 2.2%。
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Abstract: [Objective/Significance] Massive e-government information resources not only bring great convenience, but also 

pose a challenge to people’s effective access to information and knowledge. Relation extraction is the core task of information 

extraction, and plays an important role in the intelligent services such as intelligent retrieval, intelligent question answering etc. 

Due to the large number of long entities in the field of e-government, the performance of the classical relationship extraction 
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model in the data set of the government field is not satisfactory. [Methods/Processes] To address this issue, we propose a novel 

relation extraction model, which employs BERT model to solve the problems of ambiguity, fuzzy boundary, and insufficient 

annotated data. Secondly, the classification pool method is used to process short entities and long entities respectively which can 

obtain better entity information. Finally, the experimental results on public datasets and government domain datasets demonstrate 

the effectiveness of the model. [Results/Conclusions] Compared with the baseline model, the accuracy and F1-score of this model 

are improved by 2.3% and 2.2% respectively.

Keywords: Relation Extraction; deep learning; BERT Model; classification pooling

引言

近年来，“互联网 + 政务服务”已逐渐

成为政府工作的常态，海量电子政务信息资源

给人们有效获取信息和知识提出了挑战，如何

利用自然语言处理（Natural Language Process-

ing，NLP）技术从形式复杂、多源分散的公文

文本中提取出高质量、结构化知识便成为当前

亟待解决的问题。

实体关系抽取任务是信息抽取、信息检索

等领域的核心任务和重要环节，目的是发现和

识别句子中已标记实体对之间的语义关系。实

体关系抽取技术从基于规则的方法到现在基于

深度学习的方法，在准确率、召回率等很多方

面取得了巨大的进步 [1]。深度学习的方法能够

自动地从大规模标注语料中获取语义关系的有

效特征，为实体关系抽取任务带来了新的突破，

典型方法包括：基于卷积神经网络（Convolu-

tional Neural Network，CNN）的关系抽取 [2]、

基于循环神经网络（Recurrent Neural Network，

RNN）的关系抽取、基于长短期记忆网络（Long 

Short-Term Memory，LSTM）的关系抽取 [3] 及

其改进结构 [4] 等。BERT（Bidirectional Encoder 

Representations from Transformers）模型 [5] 能够

将句子生成带有上下文语义信息的词向量序列，

在 NLP 的诸多领域取得了出色的成绩。BERT

模型强大的语义学习能力使关系抽取模型的性

能取得了进一步的提升 [6-9]。

深度学习的发展使得关系抽取任务在通用

领域上取得了良好效果，也有学者开展了中文

特定领域的关系抽取研究 [10,11]，但是鲜有政务

领域的中文关系抽取。政务领域中海量新闻报

道以及电子公文里蕴含着大量的实体关系，并

且通常较长实体，例如政务关系中的职位“XX

集团董事会战略规划与可持续发展委员会委

员”、会议名称如“中共中央第十一届三中全会”

等，政务领域的实体特点使得经典的关系抽取

模型在长实体占比大的政务领域数据集上的表

现欠佳。

本文重点研究面向中文政务领域的关系抽

取模型，针对政务领域包含较长实体的特点以

及中文文本具有复杂的语法和句式的问题，提

出了一种基于 BERT 的关系抽取模型（Clas-

sification Pooling Relation Extraction based on 

BERT，CPRE-BERT），采用分类池化的思想

分别处理短实体和长实体。首先，采用 BERT

模型作为编码器获得包含文本丰富语义信息的

表示，在一定程度上解决多义性、边界模糊以

及领域关系数据数量不足的问题。其次，根据

中文和领域文本特点，在池化层进行改进，最
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大程度上保留实体信息。最后在政务领域的对

比实验结果验证了CPRE-BERT模型的有效性。

1　相关工作

有监督关系抽取方法和远程监督关系抽取

方法是实体关系抽取的常用方法 [12]。有监督的

关系抽取旨在从大规模标注语料中获取表达实

体间语义关系的有效特征，在已标注的数据基

础上训练分类器，主要方法有基于规则的、基

于特征工程的以及基于深度模型的方法。为了

能够自动获取高质量的标注数据，Mintz 等 [13]

于 2009 年提出了远程监督的方法，通过数据自

动对齐远程知识库来解决开放域中大量无标签

数据自动标注的问题，但存在远程监督假设引

入噪声数据的问题 [14,15]。

深度学习方法相比传统方法能够获取更为

隐含的语义信息，随着深度学习技术的逐渐成

熟，基于深度学习的方法开始被广泛采用，包

括基于循环神经网络 RNN 的方法 [16]、卷积神

经网络 CNN 的方法 [2]，以及基于多实例学习

与分段卷积神经网络模型（Piecewise Convolu-

tional Neural Networks, PCNN）的远程监督 [14]

的方法等。Lin 等 [17] 在前人研究的基础上引入

注意力机制，综合利用包中所有语句的信息，

进一步提升了关系抽取模型的性能。后来随着

LSTM 的出现，Zhou 等 [3] 将 LSTM 应用到了关

系抽取中。李志欣等 [4] 提出一种以完全依赖树

作为直接输入，利用图卷积网络结合两个并行

的注意力模块，自主学习如何有选择地关注对

关系抽取任务有用的信息。这些方法的主要瓶

颈在于特征提取以及语义表征能力有限，导致

实体嵌入之间缺少必要的语义信息关联，从而

影响关系抽取效果。

2018 年，Google 提出了 BERT 预训练语

言模型 [5]。BERT 模型是一个双向的基于 trans-

former 的模型，它利用大量的无标注语料进行

训练，能够全面并准确地捕捉语句的特征并生

成带有这些特征的词向量，进而生成质量远高

于 LSTM 等传统神经网络结构的词向量。Wu

等 [6] 提出了 R-BERT 的关系抽取模型，使用实

体和实体位置在预训练模型中的结合方式，对

编码之后的实体向量序列做平均池化之后，与

BERT 模型输出的 [CLS] 向量进行拼接，再通

过一层全连接网络映射到关系集合中，最后通

过 SoftMax 方法来预测实体之间存在的关系，

该模型在英文公开数据集中取得了较好的效果。

本文引入 BERT 模型来进行中文政务领域

的实体关系抽取，通过使用预训练模型自动获

得具有较丰富语义的特征向量，提高关系抽取

的效果。

2　基于 BERT 的分类池化关系抽

取模型

本文提出一种政务领域的关系抽取模型

CPRE-BERT，采用 R-BERT[6] 作为本文模型的

核心部分，挖掘政务领域实体关系特征信息。

针对政务领域中存在大量较长实体的问题，提

出了分类池化的思想，对短实体和长实体进行

分别处理，避免对所有实体都进行平均池化的

方法无法很好表达实体语义信息的问题。此外，

模型 CPRE-BERT 直接将 BERT 模型输出的头

实体和尾实体拼接出来作为关系分类的中间向

RELATION EXTRACTION BASED ON PRE-TRAINED 
MODEL FOR E-GOVERNMENT
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量，提高算法效率。

2.1　BERT模型

Transformer[18] 是 Google 团 队 在 2017 年 6

月提出的 NLP 经典之作。Transformer 模型有

效地避免了 CNN 和 RNN 的缺点，引入了残差

前馈网络和多头机制，使得 Transformer 解决

了长期依赖问题。BERT 模型是 Transformer 一

个最出众的改进版本，该模型主要由多层双向

Transformer 编码器部分组成，模型结构示意如

图 1 所示。

图 1  BERT 模型结构示意图 [5]

对于句子 X={x1, x2, … , xl}，其中为序列长

度，xi 表示序列中第 i 个字，i=1, 2，…，l，

BERT 模型的字嵌入模块会对该序列中的每一

个字进行符号嵌入（记为 wi）和位置嵌入（记

为 pi）。最终的嵌入表示记为 ei，即将每个字

向量 wi 编码 ei，ei 表示为二者之和。

   ei = wi + pi                           (1)

之后，经过 BERT 用于语言理解的 Trans-

former 预训练模型，将嵌入结果送入多层 Trans-

former 编码器模块中进行编码，最终得到输入

语句 X 的字向量表示 [t1, t2, …, tl]，如式 (2) 所示，

其中，l 为序列长度。ti 为对应 ei 的输出向量。

[t1, t2, …, tl]=BERT([e1, e2, …, el])         (2)

2.2　CPRE-BERT模型

CPRE-BERT 模 型 的 主 要 思 想 是： 采 用

BERT 模型进行编码，根据头实体和尾实体的

长度的不同，分别采用平均池化和最大池化的

方法得到头实体和尾实体对应的向量，之后经

过一个线性变换和一个激活函数的激活之后，

将两者进行拼接，再经过一层全连接网络完成

关系映射。最后，根据映射的结果使用 softmax

进行筛选，得到概率最大的关系作为最终的关

系预测结果。模型使用交叉熵损失函数作为优

化目标。

CPRE-BERT 模型包括三个部分，分别是编

码层、池化层和预测层，如图 2 所示。编码层

的作用是使用 BERT 将输入的句子变为向量序

列；池化层的作用是将头、尾实体所包含的向

量序列进行压缩，得到最终实体的向量表示；

预测层的作用是使用头、尾实体的表示向量预

测两个实体之间的关系。CPRE-BERT 模型图如

图 2 所示。

2.2.1　编码层

由于 BERT 在词嵌入层使用的是符号嵌入

和位置嵌入加和的方式 [5]，因此在将输入句子

送入 BERT 模型之前，首先对句子进行预处理：

在头实体和尾实体的两端分别插入分隔符 [6]。

这样做的目的是让 BERT 能够捕捉到头实体和

尾实体的位置信息。对于中文 BERT 模型来说，

我们注意到其词典中有 [unused] 符号，因此为

了避免句中其他特殊符号与分隔符发生冲突，

在头实体和尾实体头尾插入 [unused1] 和 [un-

used2]，用来使 BERT 模型捕捉头尾实体的位置

信息。

doi:10.3772/j.issn.2095-915x.2022.04.001
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图 2  CPRE-BERT 模型图

因此，对于例句：

“1978 年，邓小平同志出席了党的十一届

三中全会。”

经过预处理之后，送入 BERT 模型的句子

为：

“1978 年，[unused1] 邓小平 [unused1] 同

志出席了党的 [unused2] 十一届三中全会 [un-

used2]。”

将预处理之后的句子送入预训练好的 Bert-

base-Chinese 模型中，经过 BERT 模型的嵌入处

理，得到句子的嵌入序列 [e1, e2, …, el]。之后通

过多层注意力机制网络，得到句子的表示向量，

即每一个单位的表示向量组成的向量序列 [t1, t2, 

…, tl]。

2.2.2　分类池化方法

池化层的目的就是将包含多个字向量的

头实体和尾实体压缩成为一个向量，送给预

测层进行预测。这里采用分类池化的方法，

首先设置阈值 θ，对于句子 X 中的实体长度

le，当 le<θ 时，对 BERT 输出的实体对应的向

量序列使用平均池化进行处理，当 le ≥ θ时，

采用最大池化，并将池化过后的向量送入激

活函数中进行激活。实体向量表示 he 的计算

方式如下：

he=tanh(c_pooling([ti,t(i+1),…, tj]))         (3)

i, j 代表的是实体在句子中的开始位置和结束位

置，tanh 为双曲正切激活函数。

c_pooling 即为分类池化操作，c_pooling 的

具体实现如下：

1

1
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其中，i,j 代表的是实体在句子中的开始位
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置和结束位置，le=j–i+1，代表实体的长度；i

和 j 分别为实体的开始位置和结束位置，max-

pool 为最大池化操作。

采用分类池化的思想，主要理由如下：

（1）采用平均池化（mean-pooling）的方

法体现了“平均”的思想，将每一个向量赋予

相同权重进行相加。这种方式考虑到了每一个

向量的值，并将其都加入到池化结果之中。这

种思想对短实体来说，能够更好地表达整个短

实体的语义，通过这种方式可以获取特征的平

均信息。

（2）最大特征池化（max-pooling）的方法

选取最显著的特征。对于每一个分量，取特征

中得分最大的值作为池化结果，其它特征值全

部抛弃。对于长实体，这种思想相比平均池化

更能够表达整个长实体的语义。因为对于长实

体来说，如果将所有向量都赋予相同权重进行

加和，会冲淡重要信息的影响，可能使得整体

语义的含义偏离整体的含义。因此，使用最大

池化能够保留长实体的向量序列中重要的信息，

可以使池化结果更好地表达相应的语义，模型

可以获取到文本单词的最显著特征。

2.2.3　预测层

预测层的功能是使用前一步生成的头实体

向量 h
eh 和尾实体向量 t

eh，预测出该实体对之间存

在每一种关系的概率。首先对于池化层输出的

头尾实体向量，通过一层全连接网络和激活函

数，生成最终的实体向量表示 ve：

ve = tanh(Wehe+be)                          (5)

其中 We 代表可训练的权重，he 为池化层输

出的实体表示向量，为方便表示，这里隐去向

量 he 和 ve 上标 h 和 t，be 为对应偏置值，tanh

表示双曲正切激活函数。这里，头尾实体对应

的权重和偏置均相等。

下一步将头、尾实体向量拼接起来， h
ev 做

归一化处理， t
ev 表示经过全连接网络和激活函

数的头实体向量，表示相应尾实体向量，concat

为向量拼接操作，norm 为归一化操作：

 ( ( , ))h t
r e enorm concat=h v v                (6)

最后，对该向量使用 softmax 方法，得到预

测结果：

( | ) ( )rp r softmax= hΘ                 (7)

其中Θ代表模型中所有的参数， ( | )p r Θ 即

为在当前模型参数下，头尾实体之间包含关系

集合中每种关系的概率。

模型的损失函数采用常规的交叉熵损失函

数，如公式（8）所示：

= log( ( | ))L p r∑ Θ                    (8)

3　实验结果及分析

为了验证 CPRE-BERT 模型进行关系抽取

的性能，本文设计了三组实验，分别为：（1）

在公共数据集上进行不同池化方法的对比实验；

（2）在政务领域数据集，针对分类池化思想模

型和未分类池化的模型进行对比实验，验证本

文方法在政务领域中的有效性；（3）针对模型

是否带有 [CLS] 向量进行对比实验。

3.1　实验数据及设置

实验使用的数据集分别是中文领域人物关

系公共数据集 [19] 和自行标注的政务领域数据

集，基本信息如表 1 所示。

doi:10.3772/j.issn.2095-915x.2022.04.001
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表 1  实验用数据集信息

人物关系公共
数据集

政务领域数据集

关系数量 12 16

训练集数量 15000 2859

测试集数量 3000 813

数据集中长、短实体的分布统计情况如表

2 所示。从表 2 中可以看出，政务领域数据集

相对于公共数据集，包含了更多的长实体，占

比达到 38%。由于这些长实体的存在，本文模

型对于长实体和短实体之间的分类处理显得尤

为必要。

表 2  数据集实体占比情况

数据集名称 长度<6的实体占比
长度6的实体

占比

政务领域数据集 62% 38%

公共数据集 99.4% 0.6%

模型训练采用的参数如表 3 所示。其中，

在公共数据集上 Max sentence length 值为 128，

而在政务领域 Max sentence length 为 256，这是

由政务领域数据集中数据的特点所决定的。

表 3  训练参数

参数 值

Batch size 8
Max sentence length 128/256

Learning rate 1e-5
Epochs 20

Dropout rate 0.3

评价指标采用关系抽取任务常用的评价指

标 F1 值来进行评测，F1 值的计算公式如下：

Pre = 抽取出的正确关系数量

抽取出的所有关系数量             (10)

 Pec = 抽取出的正确关系数量

数据集中实际含有的关系数量      (11)

21 Pre RecF
Pre Rec
⋅ ⋅

=
+                         (12)

其中，Pre 为准确率，Rec 为召回率，F1 值

为两者的调和平均值。

本文采用的对比模型有：LSTM+ATT 模

型 [3]，R-BERT 模型 [6]，以及替换掉原 R-BERT

模型池化方式的 R-BERTMax 模型，该模型将原

R-BERT 模型中的平均池化替换为了最大池化；

以及 R-BERTLogSumExp 模型，该模型将原 R-BERT

模型中的平均池化替换为 LogSumExp 池化 [20]。

为了验证分类池化思想对实验结果的影

响，基于本文 CPRE-BERT 分类池化的思想，

实验部分除了本文提出的 CPRE-BERT 外，还

增加了 CPRE-BERTLogSumExp、CPRE-BERTLSTM、

CPRE-BERTATT。三个模型。这三个模型对于短

实体的池化方式均保留平均池化方式不变，对

于长实体的池化公式如表 4 所示。其中，
eh


和 eh


分别为正向 LSTM 和反向 LSTM 编码器的输出

值，tk 为 BERT 模型对第 k 个符号的输出向量。

tcls 为 BERT 输出的句子 [CLS] 向量的值。i 和 j

分别为实体在句中的开始位置和结束位置。

表 4  对比模型池化公式

模型名称 池化公式

CPRE-BERTLogSumExp 1([ , , , ]) exp( )
j

i i j k
k i

pool log+
=

= ∑t t t t

CPRE-BERTLSTM

1

1

1

([ , , , ])

([ , , , ])

([ , , , ]) ( ) / 2

e i i j

e i i j

i i j e e

h LSTM

h LSTM

pool h h

+

+

+

=

=

= +









 



t t t

t t t

t t t

CPRE-BERTATT

1

1 1

( [ , , , ] )
, , , , ,([ ] [ ],)

T
cls i i j

i i j i i jpool
softmax +

+ +

=

⋅

⋅

=



 

t t t t
t t t t t t

α

α

此 外， 为 了 验 证 [CLS] 向 量 对 关 系 抽
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取结果的影响，本文也添加了基于 CPRE-

BERT 模型，并禁用分类池化机制的 3 个变种

模 型：CPRE-BERTMean-all、CPRE-BERTMax-all 和

CPRE-BERTLogSumExp-all。上述 3 种模型基于本文

CPRE-BERT 基本框架，将长实体和短实体的

池化方式统一为平均池化（CPRE-BERTMean-all），

最大池化（CPRE-BERTMax-all）和 LogSumExp 池

化 [20]（CPRE-BERTLogSumExp-all）。

3.3　实验结果

3.3.1　不同池化方法的实验结果

在公共数据集中，由于长实体只占了所有

实体数量的 0.6%，实体普遍较短，因此主要实

验目的是验证不同的池化方式对关系抽取模型

的影响。公共数据集上的实验结果如表 5 所示。

首先，Bi-LSTM+ATT 模型和其他的基于

BERT 模型的结果相差较大，这说明 BERT 模

型的特征提取能力是要远高于传统的 LSTM 模

型的。

其次，在公共数据集上，最大池化方式

（R-BERTMax、CPRE-BERTMax-all）与使用平均

池 化 的 方 式（R-BERT、CPRE-BERTMean-all）

相比较差，主要原因是，在短实体占比相当大

的情况下，对短实体使用平均池化方式能够考

虑实体中每一个字的语义，最大程度保留了实

体整体的语义信息。对短实体采用最大池化方

式会导致短实体所包含的本就不多的向量序

列出现信息损失。而 LogSumExp 池化是一种

平滑的最大池化，介于平均池化和最大池化

之间，该池化方式的模型（R-BERTLogSumExp、

CPRE-BERTLogSumExp-all）取得介于两者之间的结

果，说明对于短实体，平均池化是最能够表达

其语义的方式。

表 5  公共数据集上各个模型的表现

模型 准确率 召回率 F1值

Bi-LSTM+ATT 0.645 0.641 0.643

R-BERT 0.813 0.811 0.812

R-BERTMax 0.808 0.804 0.806

R-BERTLogSumExp 0.810 0.808 0.809

CPRE-BERTMean-all 0.812 0.810 0.811

CPRE-BERTMax-all 0.807 0.809 0.808

CPRE-BERTLogSumExp-all 0.806 0.810 0.808

3.3.2　关系抽取的对比实验

第二组实验在本文自行标注的政务领域数

据集上进行。在该数据集中，长实体占比达到

38%，对长实体进行分类池化对于结果的影响

变得明显，因此，在该组实验中增加本文中提

出的分类池化思想的系列模型。另外，由于表

4 中 Bi-LSTM+ATT 的结果相对于 BERT 模型的

结果相差较多，因此这里不再使用 LSTM 模型

作为对比。各个模型在该数据集中的实验结果

如表 6 所示。

表 6  政务数据集上各个模型的表现

模型 准确率 召回率 F1值

R-BERT 0.849 0.850 0.849

R-BERTMax 0.860 0.854 0.857

R-BERTLogSumExp 0.841 0.867 0.854

CPRE-BERTMean-all 0.870 0.858 0.864

CPRE-BERTMax-all 0.867 0.861 0.864

CPRE-BERTLogSumExp-all 0.860 0.874 0.867

CPRE-BERTLSTM 0.841 0.867 0.854

CPRE-BERTATT 0.859 0.865 0.862

CPRE-BERTLogSumExp 0.870 0.862 0.866

CPRE-BERT 0.872 0.870 0.871
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从表 6 中可以看出，对长实体占比较多的

政务数据集，使用最大池化比使用平均池化能

够更好地捕捉长实体的语义信息。另外，通

过 CPRE-BERTMean-all 和 CPRE-BERTMax-all 的 对

比也可以发现，对于长实体占比较大的数据，

全部采用最大池化和全部采用平均池化的结果

相当，这是因为不管是平均池化和最大池化，

针对长实体和短实体都分别有优点和缺点。而

CPRE-BERTLogSumExp-all 使用平滑的最大池化 Log-

SumExp 池化方式，介于二者之间，取得了比两

者都要好的效果。

此外，基于分类池化的思想，对比相关

模 型（CPRE-BERTLSTM、CPRE-BERTATT、

CPRE-BERTLogSumExp、CPRE-BERT）可以发现，

分类池化思想在对短实体使用平均池化的基础

上，对长实体使用最大池化能够取得最好的效

果。使用 LSTM 的模型（CPRE-BERTLSTM）由

于缺少实体两侧的上下文信息，因此在 LSTM

中，会错误地记忆与语义无关的词向量信息，

导致整体效果较差。使用 [CLS] 向量做注意力

机制的模型（CPRE-BERTATT）效果较差的原因

是：在长实体中，一些对实体特征贡献较小的词，

可能对整体语义的贡献会比较大，因此使用注

意力机制，同时使用 [CLS] 向量作为查询向量，

会导致权重分配出现偏差。使用 LogSumExp 池

化的模型（CPRE-BERTLogSumExp）尽管使用最大

池化的思想，但是在计算过程中仍然会引入其

他向量的成分对最终结果造成影响，从而导致

结果仍然不如最大池化。

本文提出的 CPRE-BERT 模型效果最好。

主要原因是：通过使用预训练 BERT 模型最大

程度获得包含上下文信息的具有丰富语义的特

征向量，对这些向量直接采用最大池化的操作，

可以很好地保留了该序列中最具有代表性的特

征，而舍弃其他无关特征。模型的对比实验证

明了在分类池化的思想下，对长实体采用最大

池化能够达到最好的效果。

3.3.3　[CLS]向量影响对比实验

进一步在公开数据集和政务领域数据集上

增加对比实验，验证 [CLS] 向量对关系抽取

模型的影响，实验结果如表 7 所示。可以看

出，在训练数据充足的公开数据集中，三种去

掉 [CLS] 的 方 式（CPRE-BERTMean-all、CPRE-

BERTMax-all 、CPRE-BERTLogSumExp-all）在 F1 值上比

带有 [CLS] 的同类方法（R-BERT、R-BERTMax、

R-BERTLogSumExp）结果相差仅 0.001 的 F1 值，

且使用最大池化的两个模型（CPRE-BERTMax-all、

R-BERTMax）对比可以发现，没有 [CLS] 向量的

模型结果甚至优于带有 [CLS]向量的同类模型。

因此，在训练数据充足的数据集上，在数据能

够保证参数拟合的情况下，[CLS] 向量对关系

抽取的结果并无影响。

表 7  对比实验结果

模型
公共数据集

F1值
政务领域数据

集F1值

R-BERT 0.812 0.849

R-BERTMax 0.806 0.857

R-BERTLogSumExp 0.809 0.854

CPRE-BERTMean-all 0.811 0.864

CPRE-BERTMax-all 0.808 0.864

CPRE-BERTLogSumExp-all 0.808 0.867

从表 7 中可以看出，在训练数据相对较少

的政务领域数据集上，带有 [CLS] 向量的模型

（R-BERT、R-BERTMax、R-BERTLogSumExp）结果

RELATION EXTRACTION BASED ON PRE-TRAINED 
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明显比去掉 [CLS] 向量的模型（CPRE-BERT-

Mean-all、CPRE-BERTMax-all、CPRE-BERTLogSumExp-all）

要差。因此，在训练数据不充足的数据集上，

由于 [CLS] 向量对实验结果并无帮助，所以去

掉 [CLS] 向量的模型能够更好地拟合数据，并

取得更好的效果。

从结果中可以看出，无论是在公开数据集

还是政务领域数据集，[CLS] 向量对实验结果

的影响都可以忽略不计。当训练数据充足（公

开数据集）时，带有 [CLS] 向量与否的模型结

果基本持平，而在训练数据较少的时候，不带

有 [CLS] 向量的模型效果则明显优于带有 [CLS]

向量的同类模型。原因是在 BERT 模型作为编

码器时，由于使用了多层的多头注意力机制，

所以生成的字向量本身即带有上下文信息。因

此在对实体进行池化操作后，无需再将 [CLS]

向量加入作为语义信息的补充。去掉 [CLS] 向

量，能够减少模型的参数，使模型能够使用更

简单的结构达成更好的效果

3.3.4　实例分析

为了进一步说明本模型的特点，选取 3 个

代表性示例进行深入分析，本小节使用了 CPRE-

BERTMean-all、CPRE-BERTMax-all 和 CPRE-BERT 3

个模型作为代表模型验证实验效果。3 个用例以

及对应的三种模型的预测结果如表 8 所示。

由表 8 可以看出：（1）示例 1 中，对于头

尾实体均为长实体的句子，使用最大池化的模

型可以更好地预测其中蕴含的关系类型，而平

均池化对此的表现不佳。（2）示例 2 中，对于

头尾实体都是短实体的句子，使用最大池化在

某些时候会导致实体语义表达出错，进而导致

预测结果出现差错，而使用平均池化则能更好

地保留相应信息。（3）示例 3 中，对于同时包

含长实体和短实体的情况，如果对头尾实体都

使用平均池化或最大池化，会导致不同实体的

信息出现偏差，从而出现不同表现的错误。而

在三种示例中，CPRE-BERT 模型采用分类池化

的思想，能够根据句中实体长度的不同，分别

采用不同的策略，进而取得更好的预测结果。

表 7  对比实验结果

模型
公共数据集

F1值
政务领域数据集

F1值

R-BERT 0.812 0.849

R-BERTMax 0.806 0.857

R-BERTLogSumExp 0.809 0.854

CPRE-BERTMean-all 0.811 0.864

CPRE-BERTMax-all 0.808 0.864

CPRE-BERTLogSumExp-all 0.808 0.867

4　总结

本文针对政务领域的关系抽取，结合政务

领域数据特点，简化并改进了 R-BERT 模型，

将其应用到了中文领域，并调整了其训练参数，

进而在政务领域的数据集上相对一系列基线模

型取得了最好的效果。提出分类池化思想，并

通过实验证明了对于长实体来说使用最大池化

要比使用平均池化更能表达实体的语义信息。

同时，实验证明了 BERT 生成的词向量本身就

具有包含上下文语义信息的特点，因而也无需

在头尾实体之间添加 [CLS] 向量来进行语义信

息的补充操作。但是本文所提出的模型在性能

上仍然存在不足，后续可以尝试调整 BERT 模

型的训练参数，使之能够根据实体长度的特点

生成相应的词向量；同时改进尝试对头尾实体
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向量表示，更好地实现关系映射。
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